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1. Estimateurs linéaires en régression

Référence : Section 4.1 du deuxième cours de [1].

1.1. Cadre de la régression sur un plan d’expérience déterministe.
– Observation Y = F + ε ∈ Rn, F déterministe, ε centré.
– Prédicteur t ∈ Rn. Risque n−1 ‖t− F‖2 . Risque empirique n−1 ‖t− Y ‖2 .

1.2. Estimateurs par projection.
– Modèle S ⊂ Rn, lien avec le cas du design aléatoire.
– Minimiser le risque empirique revient à faire une projection orthogonale
sur S.

– Exemple : fonctions constantes par morceaux.
– Exemple : sélection de variables.
X = (xji ) matrice n× p. Prédicteur de la forme F̂ = Xw .
Estimateur par projection associé : X(X>X)−1X>Y .

Date: 9 Mars 2015.
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1.3. Estimateurs linéaires.
– Définition générale : F̂ = AY , A déterministe.
– Exemple : estimateurs par projection.
– Exemple : estimateurs ridge à noyaux (rappel du cours 4)

F̂ = K(K + nλI)−1Y .

Pour la régression ridge, K = XX>. Pour la version à noyaux, K =

(k(xi, xj))16i,j6n.
– Exemple : estimateur des k-plus proches voisins (voir cours 1).
– Exemple : estimateur « par noyau » (Nadaraya-Watson ; voir cours 1).
Problème : choix de la matrice A ?

2. Sélection d’un estimateur linéaire

Référence : Section 4.2 du deuxième cours de [1].

2.1. Problème.
– Étant donnée une famille de matrices (Am)m∈M, comment choisir parmi
les estimateurs F̂m = AmY ? (Généralise le problème de choix de mo-
dèles)

2.2. Calcul du risque.
1

n

∥∥∥F̂m − F∥∥∥2 = 1

n
‖(Am − I)F‖2 +

2

n
〈Amε, (Am − I)F 〉+

1

n
‖Amε‖2 ,

d’où E
[
1

n

∥∥∥F̂m − F∥∥∥2] = 1

n
‖(Am − I)F‖2 +

σ2 tr(A>mAm)

n

= Erreur d’approximation + Erreur d’estimation

si les εi sont indépendants, centrés et de variance σ2.
Exemples :
– projection sur Sm e.v. de dimension Dm : erreur d’estimation σ2Dm/n

– ridge : l’erreur d’estimation est une fonction décroissante de λ
– k-plus proches voisins : erreur d’estimation σ2/k

2.3. Pénalisation.
– Calcul du risque empirique :

1

n

∥∥∥F̂m − Y ∥∥∥2 = 1

n

∥∥∥F̂m − F∥∥∥2 − 2

n
〈(Am − I)F, ε〉 −

2

n
〈Amε, ε〉+

1

n
‖ε‖2 ,

d’où E
[
1

n

∥∥∥F̂m − Y ∥∥∥2] = E
[
1

n

∥∥∥F̂m − F∥∥∥2]− 2σ2 tr(Am)

n
+ σ2

si les εi sont indépendants, centrés et de variance σ2.
– Pénalité idéale et son espérance :

penid(m) =
1

n

∥∥∥F̂m − F∥∥∥2 − 1

n

∥∥∥F̂m − Y ∥∥∥2 + 1

n
‖ε‖2

=
2

n
〈Amε, ε〉+

2

n
〈(Am − I)F, ε〉



Apprentissage Statistique 3

E [penid(m)] =
2σ2 tr(Am)

n

est la pénalité CL (Mallows [7]).
– Cas des estimateurs par projection : si Am est une matrice de projection
orthogonale sur un sev Sm de Rn, alors,

E [penid(m)] =
2σ2 dim(Sm)

n

est la pénalité Cp de Mallows [7]. Par analogie, tr(Am) est appelé nombre
de degrés de liberté généralisé associé à Am.

– Cas des k-plus proches voisins :

E [penid(k)] =
2σ2

k
.

– Inégalité-oracle si σ2 est connu (au moins approximativement) [2].

Théorème 1. On suppose :
– ∀m ∈M, |||Am||| 6 1 et tr

(
A>mAm

)
6 tr(Am)

– les εi sont i.i.d. Gaussiens centrés et de variance σ2 > 0,
– C > 0 vérifie

∣∣Cσ−2 − 1
∣∣ 6 κ√ln(n)/n pour une constante κ > 0.

Alors, des constantes n0, L(γ, κ) > 0 existent telles que pour tout γ > 1,
avec probabilité au moins 1− 6Card(M)n−γ, si n > n0, pour tout

m̂ ∈ arg min
m∈M

{
1

n

∥∥∥F̂m − Y ∥∥∥2 + 2C tr(Am)

n

}
,

1

n

∥∥∥F̂m̂ − F∥∥∥2
2
6

(
1 +

1

ln(n)

)
inf
m∈M

{
1

n

∥∥∥F̂m − F∥∥∥2
2

}
+
L(γ, κ) (ln(n))3 σ2

n
.

Éléments de preuve.
– calculs d’espérance ci-dessus,
– inégalités de concentration Gaussiennes : Propositions 2 et 4 dont les
preuves (admises) sont données en Section 2.4 ci-dessous.

– début de preuve général d’une inégalité-oracle pour une procédure de
pénalisation :

Lemme 1. Si pour tout m ∈M,

−B(m) 6 pen(m)− penid(m) 6 A(m) ,

alors,

∀m̂ ∈ argmin
m∈M

{
1

n

∥∥∥F̂m − Y ∥∥∥2 + pen(m)

}
−B(m̂) +

1

n

∥∥∥F̂m̂ − F∥∥∥2 6 inf
m∈M

{
1

n

∥∥∥F̂m − F∥∥∥2 +A(m)

}
.

– majoration des termes A(m) = B(m) (issus naturellement des résultats
de concentration ci-dessus) par une petite fraction du risque

�
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2.4. Résultats de concentration Gaussienne utilisés.

Proposition 2. Soit n > 1 un entier, X un vecteur gaussien standard dans
Rn et α ∈ Rn. Alors, pour tout x > 0,

P (〈X, α〉 > ‖α‖x) 6 1

2
exp

(
−x

2

2

)
. (1)

Preuve de la Proposition 2. Le résultat est évident si α = 0. Sinon, puisque
X est un vecteur Gaussien standard, la variable aléatoire réelle

Z :=
〈X, α〉
‖α‖

suit une loi normale standard. On en déduit le résultat à l’aide du Lemme 3.
�

Lemme 3. Soit Z ∼ N (0, 1). Alors, pour tout x > 0,

P (Z > x) 6
1

2
exp

(
−x

2

2

)
. (2)

Preuve du Lemme 3. Comme Z admet pour densité t 7→ 1√
2π

exp
(
− t2

2

)
par

rapport à la mesure de Lebesgue, on a

P (Z > x) =
∫ +∞

x

1√
2π

exp

(
− t

2

2

)
dt

=

∫ +∞

0

1√
2π

exp

(
−x

2 + 2tx+ t2

2

)
dt

6 exp

(
−x

2

2

)∫ +∞

0

1√
2π

exp

(
− t

2

2

)
dt

= exp

(
−x

2

2

)
× 1

2
.

�

Proposition 4. Soit n > 1 un entier, X un vecteur gaussien standard dans
Rn et A ∈Mn(R). Alors, pour tout x > 0,

P
(
〈X, AX〉 − tr(A) > 2

√
x tr(A>A) + 2 |||A|||x

)
6 e−x (3)

P
(
〈X, AX〉 − tr(A) < −2

√
x tr(A>A)− 2 |||A|||x

)
6 e−x (4)

où l’on a noté |||A||| = supx 6=0
‖Ax‖
‖x‖ la norme d’opérateur de A.

Preuve de la Proposition 4. Posons

B =
1

2

(
A> +A

)
et Z = 〈X, AX〉 − tr(A) = 〈X, BX〉 − tr(B) .

La matrice B étant symétrique réelle, elle est diagonalisable en base ortho-
normée :

∃P ∈ O(n) t.q. B = P>DP avec D = diag (d1, . . . , dn) .
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Ainsi,

Z = X>BX − tr(B) = (PX)>D(PX)− tr(D) =
n∑
i=1

di
(
ξ2i − 1

)
où ξ = PX est un vecteur gaussien standard de Rn, car la loi normale
standard est invariante par rotation. Par conséquent, à l’aide du Lemme 5,
on obtient que pour tout λ > 0, tel que λdi < 1/2 pour i = 1, . . . , n,

lnE [exp (λZ)] =

n∑
i=1

lnE
[
eλdi(ξ

2
i−1)

]
6

n∑
i=1

d2iλ
2

1− 2λ(di)+

6
λ2

1− 2λmaxi|di|

n∑
i=1

d2i

=
λ2 tr(B>B)

1− 2λ |||B|||
= ψ(2λ)

où l’on a posé

∀u ∈ ]0, 1/c[ , ψ(u) :=
u2v

2(1− uc)
avec v =

tr(B>B)

2
et c = |||B||| .

Or, d’après le Lemme 7, on a l’inverse de la transformée de Fenchel-Legendre
ψ? de ψ :

∀x > 0 , ψ?−1(x) =
√
2vx+ cx .

Donc, pour tout x > 0, en posant t = 2ψ?−1(x), pour tout λ ∈ ]0, 1/(2 |||B|||)[ ,

P (Z > t) = P
(
eλZ > eλt

)
6 exp

(
−λt+ lnE

[
eλZ
])
6 exp (−λt+ ψ(2λ)) ,

soit

P (Z > t) 6 exp

(
− sup
u∈ ]0,1/c[

{
u
t

2
− ψ(u)

})

= exp

(
−ψ?

(
t

2

))
= e−x .

On a donc prouvé que pour tout x > 0,

P
(
〈X, AX〉 − tr(A) > 2

√
tr(B>B)x+ 2 |||B|||x

)
6 e−x .

Le résultat (3) s’en déduit car

|||B||| =
∣∣∣∣∣∣∣∣∣∣∣∣12 (A> +A

)∣∣∣∣∣∣∣∣∣∣∣∣ 6 1

2

(∣∣∣∣∣∣∣∣∣A>∣∣∣∣∣∣∣∣∣+ |||A|||) = |||A|||

tr(B>B) =
1

4
tr
[(
A> +A

)(
A> +A

)]
=

1

4

[
tr

((
A>
)2)

+ tr
(
A2
)
+ 2 tr

(
A>A

)]
=

1

2

[
tr
(
A2
)
+ tr

(
A>A

)]
6 tr

(
A>A

)
,



Apprentissage Statistique 6

où le dernier point provient du calcul suivant :

tr(A2) =
n∑
i=1

n∑
j=1

Ai,jAj,i 6
n∑
i=1

n∑
j=1

A2
i,j +A2

j,i

2
=

n∑
i=1

n∑
j=1

A2
i,j = tr

(
A>A

)
.

On obtient (4) en remplaçant A par −A dans (3). �

Lemme 5. Soit Z ∼ N (0, 1). Alors, pour tout λ < 1/2,

E
[
exp

(
λZ2

)]
=

1√
1− 2λ

(5)

si bien que

lnE
[
exp

(
λ
(
Z2 − 1

))]
=
−1
2

[ln (1− 2λ) + 2λ] 6
λ2

1− (2λ)+
. (6)

Preuve du Lemme 5. Le membre de gauche de (5) existe (mais pourrait être
égal à +∞) car exp(λZ2) > 0, et l’on a, pour tout λ < 1/2,

E
[
exp

(
λZ2

)]
=

1√
2π

∫
R
exp

(
−t2

(
1

2
− λ

))
dt

= σλ
1

σλ
√
2π

∫
R
exp

(
− t2

2σ2λ

)
dt = σλ ,

en posant σλ = (1 − 2λ)−1/2, ce qui prouve (5). On en déduit (6) grâce au
Lemme 6 (avec λ = 2x). �

Lemme 6. Pour tout x < 1,

ln (1− x) + x >
−x2

2(1− (x)+)
.

Démonstration. Pour tout x ∈ ]0, 1[ , on pose

f(x) = ln (1− x) + x+
x2

2(1− x)
.

On a f(0) = 0 et pour tout x ∈ [0, 1[ ,

f ′(x) =
−1

1− x
+ 1 +

2x(1− x) + x2

2(1− x)2
=

x2

2(1− x)2
> 0 ,

et donc f(x) > 0 pour x ∈ [0, 1[ .
Pour tout x 6 0, on pose

g(x) = ln (1− x) + x+
x2

2
.

Alors, g(0) = 0 et pour tout x < 0,

g′(x) =
−1

1− x
+ 1 + x =

−x2

1− x
6 0

si bien que g(x) > 0 pour tout x 6 0. �
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Lemme 7 (voir la Section 2.4 de [5]). Soit v, c > 0. Pour tout λ ∈ ]0, 1/c[ ,
on pose

ψ(λ) :=
vλ2

2(1− cλ)
.

Alors, la transformée de Fenchel-Legendre de ψ s’écrit

∀t > 0 , ψ?(t) := sup
λ∈ ]0,1/c[

{tλ− ψ(λ)} = v

c2
h1

(
ct

v

)
(7)

avec
∀u > 0 , h1(u) := 1 + u−

√
1 + 2u .

De plus, comme h1 est une bijection strictement croissante de [0,+∞[ dans
lui-même et

∀u > 0 , h−11 (u) = u+
√
2u ,

on a
∀u > 0 , ψ?−1(u) =

√
2vu+ cu . (8)

3. Calibration de pénalités

Référence : deuxième cours de [1].
– Problème : σ2 dans la pénalité doit être estimé à l’aide des données.
– Point-clé : l’espérance du risque empirique vaut

E
[
1

n

∥∥∥F̂m − Y ∥∥∥2] = 1

n
‖(Am − I)F‖2 + σ2

(
tr(A>mAm)− 2 tr(Am)

n
+ 1

)
.

3.1. Approches classiques.
– Estimation de σ2 dans un « gros modèle ». Dans le cas des estimateurs
par projection, on choisit m0 tel que dim(Sm0) est grand, et on estime
σ2 par

σ̂2(m0) =

∥∥∥F̂m0 − Y
∥∥∥2

n− dim(Sm0)

en espérant que le biais 1
n ‖(Am0 − I)F‖

2 est négligeable devant les
autres termes.

– Validation croisée généralisée (GCV, [6]) : choisir m en minimisant
∥∥∥F̂m − Y ∥∥∥

1− n−1 tr(Am)

2

.

Dans le cas des estimateurs par projection, cela revient (à une approxi-
mation près) à estimer σ2 dans chaque modèle, i.e., à utiliser la pénalité

pen(m) =
2σ̂2(m) dim(Sm)

n
.

3.2. Heuristique de pente (cas des estimateurs par projection). Ré-
férences : [4, 3] ou Sections 1–3 du deuxième cours de [1].
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– Décroissance linéaire asymptotique du risque empirique :

E
[
1

n

∥∥∥F̂m − Y ∥∥∥2] = 1

n
‖(Am − I)F‖2 −

σ2

n
dim(Sm) + σ2

décroît linéairement avec dim(Sm), dès lors que le biais 1
n ‖(Am − I)F‖

2

ne varie plus.
– Notion de pénalité minimale. Saut de dimension associé : si

m̂(C) ∈ arg min
m∈M

{
1

n

∥∥∥F̂m − Y ∥∥∥2 + C penmin(m)

}
,

alors dim(Sm̂(C)) est très grande pour C < 1 (sur-apprentissage), et
« raisonnablement grande » pour C > 1. Pour les estimateurs par pro-
jection,

penmin(m) =
σ2

n
dim(Sm) d’où E [penid(m)] = 2 penmin(m) .

– Algorithme de calibration correspondant (voir [3] à propos d’un algo-
rithme de calcul efficace de la trajectoire complète (m̂(C))C>0) :

Entrée : (Am)m∈M famille finie de matrices de projections orthogo-
nales, Y ∈ Rn

– ∀C > 0 , calculer

m̂(C) ∈ argmin
m∈M

{
1

n

∥∥∥F̂m − Y ∥∥∥2 + C
Dm

n

}
.

– Trouver Ĉ autour duquel C 7→ Dm̂(C) « saute ».
Sortie : m̂ = m̂(2Ĉ) .

Exercice 1. Montrer que (m̂(C))C>0 est constante par morceaux et saute
au plus Card(Mn) fois.

– Théorème : existence d’une pénalité minimale et du saut de dimension.

Théorème 2. On suppose :
– ∀m ∈ M, Am est une matrice de projection orthogonale sur un
espace vectoriel de dimension Dm,

– les εi sont i.i.d. Gaussiens centrés et de variance σ2 > 0,
– pour tout C > 0,

m̂(C) ∈ arg min
m∈M

{
1

n

∥∥∥F̂m − Y ∥∥∥2 + CDm

n

}
,

– il existe m1,m2 ∈M tels que

Am1 = In Dm2 6
√
n et

1

n
‖(Am2 − I)F‖

2 6
σ2
√

ln(n)√
n

.
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Alors, des constantes n1, L2 > 0 existent telles que si n > n1, pour tout
γ > 1, avec probabilité au moins 1− 3Card(M)n−γ ,

∀0 6 C <

(
1− L2γ

√
ln(n)

n

)
σ2 , Dm̂(C) >

9n

10

et ∀C >

(
1 + L2γ

√
ln(n)

n

)
σ2 , Dm̂(C) 6

n

10
.

Éléments de preuve. (Voir [1] pour une preuve complète.)

3.3. Heuristique de pente (cas des estimateurs linéaires). Référence :
Sections 4–5 du deuxième cours de [1].

– Forme de la pénalité minimale :

penmin(m) =
σ2(2 tr(Am)− tr(A>mAm))

n

n’est plus proportionnelle à E [penid(m)].
– Modification correspondante de l’algorithme de calibration de pénalités :

Entrée : (Am)m∈M famille finie de matrices, Y ∈ Rn
– ∀C > 0 , calculer

m̂0(C) ∈ argmin
m∈M

{
1

n

∥∥∥F̂m − Y ∥∥∥2 + C
2 tr(Am)− tr(A>mAm)

n

}
.

– Trouver Ĉ autour duquel C 7→ tr(Am̂0(C)) « saute »
Sortie : m̂ ∈ argminm∈M{n−1‖F̂m − Y ‖2 + 2Ĉn−1 tr(Am)} .

– Résultat théorique :

Théorème 3. On suppose :
– ∀m ∈M, |||Am||| 6 1 et tr

(
A>mAm

)
6 tr(Am)

– les εi sont i.i.d. Gaussiens centrés et de variance σ2 > 0,
– pour tout C > 0,

m̂(C) ∈ arg min
m∈M

{
1

n

∥∥∥F̂m − Y ∥∥∥2 + C(2 tr(Am)− tr(A>mAm)

n

}
,

– il existe m1,m2 ∈M tels que

Am1 = In tr(Am2) 6
√
n et

1

n
‖(Am2 − I)F‖

2 6
σ2
√

ln(n)√
n

.

Alors, des constantes n1, L2 > 0 existent telles que si n > n1, pour tout
γ > 1, avec probabilité au moins 1− 6Card(M)n−γ ,

∀0 6 C <

(
1− L2γ

√
ln(n)

n

)
σ2, tr(Am̂(C)) >

n

3

et ∀C >

(
1 + L2γ

√
ln(n)

n

)
σ2, tr(Am̂(C)) 6

n

10
.
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